
第 4 期
2025 年4 月

电 子 学 报
ACTA ELECTRONICA SINICA

Vol. 53    No.4
Apr.    2025

基于小波域的复数卷积和复数Transformer的
轻量级MR图像重建方法

张晓华 1，2，练秋生 1，3*

（1. 燕山大学信息科学与工程学院，河北秦皇岛 066000；2. 河北科技师范学院数学与信息科技学院，河北秦皇岛 066000；
3. 河北省信息传输与信号处理重点实验室，河北秦皇岛 066000）

摘　要：　卷积神经网络能够从大规模数据中学习图像先验信息，在图像处理领域具有优异表现，但局部感受野

使其难以捕捉像素间的远程依赖关系 . Transformer网络架构具有全局感受野，在自然语言和高级视觉问题上表现出

色，但其计算复杂度与图像尺寸的平方成正比，限制了其在高分辨图像处理任务中的应用 . 此外，许多 MR（Magnetic 
Resonance）图像重建算法仅使用幅值数据或将实部和虚部分离到两个独立的通道作为网络输入，忽略了复值图像实

部和虚部之间的相关性 . 本文提出基于复数卷积和复数Transformer的混合模块，既能利用卷积神经网络提取的高分

辨率空间信息恢复MR图像细节，又能通过自注意力模块获取的全局上下文信息捕获远程特征 . 基于混合模块，结合

小波变换进一步提出基于小波域的复数卷积和复数 Transformer 的轻量级 MR 图像重建算法 . 在 Calgary-Campinas和
fastMRI两个数据集上的实验结果表明，所提出的模型与四种具有代表性的MR图像重建算法相比，具有更高的重建性

能和更少的资源消耗 . 源代码公开于https：//github.com/zhangxh-qhd/WCCTNet.
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Abstract:　Convolutional neural networks (CNNs) have demonstrated remarkable capabilities in learning image priors 
from large-scale datasets, achieving exceptional performance across various image processing tasks. However, the local re⁃
ceptive field inherently limit their ability to capture long-range dependencies between pixels. In contrast, the transformer ar⁃
chitecture, renowned for its global receptive field, has exhibited outstanding performance in natural language processing 
and high-level vision tasks. Nevertheless, its computational complexity, which scales quadratically with image size, poses 
significant challenges for high-resolution image processing applications. Furthermore, many magnetic resonance (MR) re⁃
construction algorithms exhibit limitations by either relying exclusively on magnitude data or processing real and imaginary 
components as separate channels, thereby failing to account for the intrinsic correlations within complex-valued images. By 
integrating complex convolution and complex transformer, an innovative hybrid module is introduced, which leverages the 
high-resolution spatial information extracted by CNNs to enhance the details of MR images and capture long-range features 
through global contextual information obtained by the self-attention module. Building on this hybrid module and wavelet 
transform, a lightweight MR image reconstruction method using complex convolution and complex transformer in the wave⁃
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let domain is further proposed. Experimental results on the Calgary-Campinas and fastMRI datasets demonstrate that the 
proposed model achieves superior reconstruction performance and while maintaining lower resource consumption compared 
to four representative MR image reconstruction algorithms. The source code is available at https://github.com/zhangxh-qhd/
WCCTNet.

Key words:　MR image reconstruction; wavelet transform; lightweight network; complex convolution; complex trans⁃
former; receptive field
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1　引言

核磁共振成像（Magnetic Resonance Imaging，MRI）
作为一种重要的医学成像技术，利用磁场和计算机生成

人体器官和组织结构的图像［1］，能够提供非侵入性、无电

离辐射、高对比度、高分辨率的软组织空间图像，是一种

常用的医学诊疗手段 . 但获取全采样 MR（Magnetic 
Resonance）图像通常需要较长的扫描时间，在扫描过程

中，患者须保持静止不动，其自主运动或生理性活动（如

心跳等）易引发运动伪影，影响成像质量 . 为了解决这一

挑战，通常采用的方法是在K空间进行欠采样缩短扫描

时间，实现MRI的加速重建［2］. MRI加速重建方法可以分

为基于压缩感知的方法［3］和基于深度学习［4］的方法 .
压缩感知（Compressed Sensing，CS）技术通过选择

某种先验约束解空间，并利用优化迭代方法求解MR图

像重建问题 . 目前学者们已经提出了许多基于CS的方

法，包括全变差［5］、低秩分解［6］、BM3D 去噪先验［7］等 .
这些迭代优化方法计算时间长，难以满足临床应用的

需求 . 此外，为了获得高质量的重建效果，在处理不同

样本时需要手动调整多个超参数，增加了操作复杂度 .
近年来，深度学习技术在医学成像领域取得了显

著进展，尤其在图像分割［8，9］、配准［10］和快速重建［11］等
任务中展现出强大的潜力 . Wang等人［12］将深度学习方

法引入MR图像重建领域，利用卷积神经网络（Convolu⁃
tional Neural Network，CNN）建立了欠采样数据与目标

图像之间的非线性映射关系 . Lee等人［13］提出了一种基

于残差学习的快速 MR 图像重建技术 . Schlemper 等
人［14］针对二维心脏MR图像的动态序列快速重建问题，

采用级联CNN架构和生成对抗网络从欠采样K空间数

据中恢复高质量的图像，取得了显著效果 . Wang等人［15］

提出一种基于复数卷积的残差网络用于并行 MR 图像

重建，提高了 MR图像的重建质量 . Cole等人［16］研究了

复数卷积在MR图像重建和相位信息处理中的应用，并

通过实验验证了复数卷积神经网络在脂肪-水分分离和

血流量化等基于相位的应用中的潜力 . 尽管卷积神经

网络在MR图像重建方面较传统方法展现出明显优势，

但卷积算子的局部感受野限制了对像素间远程依赖关

系的捕捉能力 . 虽然增加网络深度或卷积核的尺寸可

扩大感受野并提升重建性能，但这无疑会增加网络的

计算成本 .
与 CNN 相比，Transformer［17~20］具有出色的全局建

模能力，在自然语言任务和高级视觉问题中展现出显

著优势 . Transformer模型的核心是自注意力机制［17］，它
通过对输入序列中所有位置的加权和计算特定位置的

响应，能捕捉图像中任意两个像素之间的依赖关系，更

好地理解图像的全局结构和上下文信息 . 尽管自注意

力机制在捕获远距离像素相互作用方面非常有效，但

其计算复杂度随着图像尺寸的增加呈二次方增长，限

制了其在高分辨率图像处理任务中的应用 . 为降低运

算复杂性，研究者们采取了多种策略 . Liang 等人［21］提
出了基于局部窗口的注意力机制，将图像划分为互不

重叠的图像块，对每个图像块单独计算注意力，实现了

性能、计算复杂性和内存消耗之间的平衡，扩展了

Transformer在视觉任务中的应用 . Zamir等人［22］提出了

多头转置注意力机制（Multi-head Transpose Attention，
MDTA），在通道维度上应用自注意力机制，以减轻处理

高分辨图像时的计算复杂性 . 为了提升性能，Restormer
在每一级使用多个自注意力模块，导致在处理高分辨

率图像时仍面临较高的内存需求，如在 fastMRI数据集

的单线圈膝关节训练集上训练Restormer（约 5 M参数）

模型，需要消耗大约 48 GB的GPU显存，庞大的内存消

耗主要源于 Restormer 模型中包含了 44 个 Transformer
模块 . 如何在确保重建质量不受影响的前提下，最大限

度地减少自注意力模块数量是降低资源消耗的关键挑

战 . 此外，利用Transformer实现图像重建的方法主要针

对实值图像［21，22］，对复值数据通常用初始重建图像的

幅值［18，23，24］或将其实部分量和虚部分量拼接成双通道

图像［19］作为网络输入，忽略了复值数据实部和虚部之

间的相关性 . 因此，以较少的资源实现复值MR图像的

加速重建是亟待解决的问题 . 本文针对复值图像提出

了一种基于小波域的复数卷积和复数 Transformer 的
MR图像重建算法，主要贡献包括以下三点：

（1）将 Transformer架构推广到复数域，并在通道维

度上应用自注意力机制，提出了CTransfomer模块，旨在

实现复值图像的高效重建 . 本文探究了将 Transformer
架构应用于复值图像处理问题的潜力 .

（2）设计了基于复数卷积和复数 Transformer 的混

合模块（Complex Convolution and complex Transformer 
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Block，CCTransBlock）和特征融合模块（FusionBlock）.
这些模块利用卷积神经网络在局部特征捕捉方面的优

势和 Transformer 在全局依赖建模上的能力，实现对局

部细节和全局上下文的关注 .
（3）基于上述混合模块和特征融合模块，构建了一种

基于小波域的复数卷积和复数Transformer网络（Wavelet 
domain-based Complex Convolution and complex Trans⁃
former Network，WCCTNet）. WCCTNet采用轻量级的浅层

U型架构，整个网络仅包含8个CTransformer模块，减少资

源消耗的同时提高了网络的训练和推理速度 .
2　小波域的复数MR图像重建网络WCCTNet

复数卷积能够同时处理复值数据的实部和虚部，

充分利用实部和虚部的相关性，在某些应用中展现出

更优的性能［16，25］. El-rewaidy等人［26］提出复数卷积网络

具有较强的抗噪声记忆能力和更好的泛化特性，更

适合优化复数数据 . 复数卷积运算可通过将复数输

入数据和复数滤波器分解为相应的实部和虚部分量

实现 . 设复数输入数据为 x = xr + ix i，复数滤波器为 h =
hr + ih i，x与h进行卷积运算得到的特征为F. 根据复数

卷积运算的分配律，x与 h进行卷积可分解为四个独立

的实值卷积运算［26］，表示为

F = h*x = (hr*xr - h i*x i )+ i(hr*x i + h i*xr ) （1）
其中，*表示卷积运算，xr和 x i分别表示输入数据 x的实

部和虚部，hr和h i分别表示滤波器h的实部和虚部 .
ReLU 是实值卷积神经网络中广泛使用的激活函

数，在 ReLU 函数的基础上，对其进行扩展得到能够应

用于复值网络的激活函数 CReLU［27］. CReLU 对复数输

入数据的实部和虚部分别采用ReLU激活函数，表示为

CReLU(x)=ReLU(x r )+ i ReLU(x i ) （2）
其中，xr和x i分别表示输入数据x的实部和虚部 .

采用类似的方法，对复数输入数据 x的实部和虚部

分别使用GeLU激活函数［28］得到CGeLU，表示为

CGeLU(x)=GeLU(x r )+ iGeLU(x i ) （3）
WCCTNet 主要包括小波变换模块、CCTransBlock

模块、融合模块和逆小波变换模块四个部分，如图 1所

示 . WCCTNet在图像域实现MR图像重建，对已知测量

数据 yÎC1 ´H ´W 通过傅里叶逆变换得到复值图像

XÎC1 ´H ´W 作为网络输入 . 对 X 的实部和虚部分别使

用Haar离散小波变换得到空间分辨率为 H
2 ´ W

2 的 4个

子图像，对这四个子图像按通道进行拼接，得到离散小

图1　WCCTNet网络结构
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波变换后的特征DWT(X )ÎC4 ´ H

2 ´ W
2 . 然后利用一个3 ´ 3

复数卷积层提取浅层特征F0 ÎCC ´ H
2 ´ W

2 . 浅层特征F0通

过三级编码器结构转换为隐层特征F l ÎC  4C ´ H
8 ´   W8 . 隐层

特征F l通过两级非对称的解码器结构得到重建特征表

示Fr ÎC  C ´   H2   ´   W2 . 重建特征Fr经过一个 1 ´ 1的复数卷积

层降维得到 4 个空间分辨率为 H
2 ´ W

2 的复值图像，对

其实部和虚部分别进行逆离散小波变换后得到残差图

像 RÎC1 ´H ´W. 将残差图像与 X相加得到重建图像 X̂ =
X +R. 其过程可描述为

F0 =W1DWT(X ) （4）
F l = Encoder(F0 ) （5）
Fr =Decoder(F l ) （6）

X̂ =X + IDWT(W2 Fr ) （7）
其中，Encoder(×)和Decoder(×)分别表示编码器和解码器

模块，W1 和 W2 分别表示 3 ´ 3 和 1 ´ 1 的复数卷积，

DWT(×)和 IDWT(×)分别表示离散小波变换和逆离散小

波变换 .
（1）离散小波变换模块和逆离散小波变换模块

由于MR图像通常具有较高的空间分辨率，直接提取

特征对硬件资源的需求较高 . 传统的下采样方法或者带

步长的卷积运算虽然能降低图像的分辨率，但会导致图

像部分信息丢失 . 离散小波变换（Discrete Wavelet Trans⁃
form，DWT）是一种有效的解决方案［29］，将其嵌入到网络

中，在确保图像质量不受影响的前提下，可有效减少对硬

件资源的依赖 . 小波变换模块利用二维离散Haar小波变

换（discrete Haar wavelet）将输入图像分解为4个子带，即

LL、LH、HL和HH. Haar小波变换的滤波器定义为

fLL =
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其中，fLL 表示低通滤波器，fLH、fHL 和 fHH 分别对应三个

带通滤波器 .
Haar 小波变换的滤波器是正交的，使用相同的滤

波器执行逆离散小波变换能够有效地将图像恢复至原

始空间分辨率 .
（2）CCTransBlock模块

CCTransBlock 是 WCCTNet 的核心模块，主要由

CCFBlock 和 CTransformer 模块构成 . CCFBlock 包含两

条并行支路和一个复数卷积层 . 这两条并行支路分别

用于空间特征和频域特征的提取，复数卷积层则用于

对这两个域的特征进行融合 . 空间特征提取支路由两

个级联的 3 ´ 3 复数卷积层组成，两个卷积层中间加

CReLU 激活函数；频域特征提取支路由傅立叶变换

（Fast Fourier Transform，FFT）、特征提取和傅立叶逆变

换（Inverse Fast Fourier Transform，IFFT）三部分构成 .
首先，通过 FFT 将输入特征转换到频域 . 然后，使用两

个 1 ´ 1的复数卷积层，中间加 CReLU 激活函数提取频

域特征 . 最后，将提取到的频域特征通过 IFFT 变换到

空间域 . 两个域提取到的特征按通道拼接后，再经过一

个3 ´ 3的复数卷积层得到最终特征 .
CTransformer 模块由复数转置注意力（Complex 

Transposed Attention，CTA）和复数门控前馈网络（Com⁃
plex Gated Feed-forward Network，CGFN）构成，如图 1 右

下角所示 . CTA 模块在通道维度上应用自注意力机

制［22］，通过计算不同特征图之间的相互关系动态调整

各通道的权重，实现对不同通道特征的自适应加权 . 对

复值数据的实部和虚部分别进行层归一化（LayerNorm，

LN）［30］可得到复数层归一化操作（Complex LayerNorm，

CLN）. 首先，对输入特征 F i ÎCC ´H ´W 通过复数层归一

化得到 FCLN ÎCC ´H ´W. 然后，使用卷积核大小为 3 ´ 3

的复数深度卷积对 FCLN 的每个通道进行分组卷积，提

取各通道的特征并改变其形状，得到查询矩阵 Q、键矩

阵K和值矩阵V. 最后，通过Q、K和V计算全局注意力

图，进而得到输出特征Fo. 其过程可表示为

Q = reshape (WQCLN(F i ))
K = reshape (WKCLN(F i ))
V = reshape (WVCLN(F i ))

（9）

Fo =W ( )V × Softmax(K ×Q α ) +F i （10）
其中，CLN表示复数层归一化操作，reshape表示形状重

塑操作，得到矩阵 QÎCHW ´C、KÎCC ´HW 和 VÎCHW ´C，

WQ、WK 和 WV 表示 3 ´ 3 的复数深度卷积，W 表示 1 ´ 1

的复数卷积，α表示可学习的尺度参数 . 矩阵 K和 Q相

乘得到的注意力图的维度为 C ´C，远小于传统 Trans⁃
former架构中图像尺寸的乘积HW ´HW，从而降低了运

算复杂性 .
传统 Transformer 架构中前馈网络（Feed Forward 

Networdk，FFN）通过全连接层实现［21］. Restormer模型提

出了包含门控机制和深度卷积的模块（Gated-Dconv 
Feed-forward Network，GDFN），以增强局部特征提取能

力［22］. 本文进一步将GDFN推展至复数域，提出了复数

门控前馈网络 CGFN. CGFN 利用复数门控机制和复数

深度卷积来增强网络的建模能力 . 复数门控机制通过

计算两条并行路径所捕获特征的逐元素乘积实现 . 其

中一条路径使用 CGeLU 非线性激活函数，以自适应地

调整特征图的权重，强化重要特征并抑制非相关特征 .
此外，CGFN中使用复数深度卷积对空间上相邻的像素

信息进行编码，使模型能有效捕捉图像局部特征和空

1224



第 4 期 张晓华:基于小波域的复数卷积和复数Transformer的轻量级MR图像重建方法

间上下文信息，提高对图像细节的感知能力 . 对输入特

征F i ÎCC ´H ´W，CGFN模块可表示为

Fo =W3((ϕ(W1CLN(F i ))W2CLN(F i )) +F i （11）
其中，W1和W2表示 3 ´ 3的复数深度卷积，W3表示 1 ´ 1

的复数卷积，CLN表示复数层归一化操作，表示逐元

素相乘，ϕ表示CGeLU非线性激活函数 .
（3）特征融合模块（FusionBlock）
特征融合模块由两个复数卷积和一个CTranformer

模块构成，用于融合编码器和对应解码器模块的特征 .
给定两个输入特征F1 ÎCC ´H ´W 和F2 ÎCC ´H ´W，首先将

它们沿通道维度拼接，得到特征Fc ÎC2C ´H ´W；然后，使

用一个1 ´ 1的复数卷积层对Fc降维；最后，依次通过一

个CTransformer模块和一个 1 ´ 1的复数卷积层，得到最

终输出特征Fo. FusionBlock表示为

Fo =W2( )CGFN ( )CTA ( )W1 (concat(F1 F2 ) （12）
其中，W1 和 W2 表示 1 ´ 1 的复数卷积，concat 表示拼接

算子，CTA 和 CGFN 分别表示 CTransformer 模块中的

CTA模块和CGFN模块 .
需要特别注意的是，WCCTNet每一级包含 1或 2个

CCTransBlock 模块，每个 CCTransBlock 中仅包含 1 个

CCFBlock 和 CTransformer模块，2个融合模块中各包含

1 个 CTransformer 模块，模型中总共仅有 8 个 CTrans⁃
former模块 .
3　实验结果及分析

为评价所提出的 WCCTNet 的性能，本文采用峰值

信噪比（Peak Signal to Noise Ratio，PSNR）、结构相似度

（Structural Similarity，SSIM）、标准化均方误差（Normalized 
Root Mean Squared Error，NRMSE）、LPIPS（Learned Per⁃
ceptual Image Patch Similarity）和 FID（Fréchet Inception 
Distance）作为定量评价指标，对所提出的算法进行评估 .
3. 1　数据集及实验设置

（1）数据集

本文在两个公开的数据集，即 Calgary-Campinas［31］

（简称CC）单线圈数据集和 fastMRI［32］单线圈数据集，使

用不同的采样模式和采样率进行模型的训练与测试 .
CC单线圈数据集包含 35名受试者的复值单线圈数据，

每个受试者包含大约170张大小为256 ´ 256的切片，选

取其中 25个对象共 4 254张切片作为训练集，从剩余的

10个对象中选取中间的 100张切片，共 1 000张二维图

像作为测试集 .
fastMRI数据集包含1 500个复值单线圈冠状位质子

密度加权膝关节MRI数据 . 每个MRI数据提供约 35张

膝关节冠状面图像，矩阵大小被中心裁剪为 320 ´ 320.
数据集被划分为训练集、验证集和测试集，由于测试集

中不含全采样的测量数据，实验中选取 fastMRI验证集

用于测试，即训练集包含 34 742 张图像，测试集包含

7 135张图像 .
（2）采样策略

为获取欠采样的K空间图像，对全采样的K空间数

据应用不同的欠采样掩膜 . 在CC数据集上使用欠采样

率分别为 10% 和 30%（对应加速因子分别为 10 和 3.3）
的笛卡尔（Cartesian）采样掩膜，以及欠采样率均为 10%
的径向（Radial）采样掩膜和螺旋（Spiral）采样掩膜 . 图 2
展示了欠采样率为 10% 的笛卡尔掩膜、径向掩膜和螺

旋掩膜 . 在 fastMRI数据集上采用加速因子分别为 4和

8的笛卡尔欠采样掩膜 .

（3）实验参数设置

采用基于Pytorch的深度学习框架［33］训练和测试网

络性能，在两个数据集上均采用动量参数 β1 = 0.9 和

β2 = 0.999的Adam优化器对损失函数进行最小化优化，

初始学习率设置为 2 ´ 10-4，学习率采用余弦衰减策略

下降到 1 ´ 10-6，批量大小设置为 8，浅层特征提取对应

的特征通道数为32. 由于CC数据集和 fastMRI数据集上

训练样本数目不同，在两个数据集上设置不同的训练轮

次，在CC数据集上训练200个轮次，在 fastMRI数据集上

训练30个轮次 . 网络的训练和测试均在配置为 Intel至强

8336C CPU 和单个 NVIDIA RTX A6000 GPU 的 Ubuntu 
20.04操作系统上进行 . 将欠采样的测量数据进行傅里叶

逆变换得到的初始重建图像作为网络输入，在Calgary-

Campinas（CC）数据集上训练WCCTNet的每个模型大约

需要14 h，而在 fastMRI数据集上则大约需要23 h.
3. 2　实验结果及分析

3. 2. 1　在CC数据集上的性能分析

在CC数据集上，采用欠采样率为 10%和 30%的笛

卡尔采样模式，以及欠采样率均为 10% 的径向采样模

式和螺旋采样模式 . 为评估 WCCTNet 的性能，将其与

几种基于深度学习的 MR 图像重建算法进行了比较分

析，这些算法包括 SwinMR［23］、KTMR［18］、SwinGAN［24］和
ReconFormer［19］. 表 1给出了几种重建算法在CC测试集

上 1 000张二维切片的平均PSNR、SSIM、NRMSE、LPIPS
和FID值，表中性能最优的值用字体加粗标记 .

从表 1 可以看出，WCCTNet 在不同采样模式及不

   (a) Cartesian               (b) Radial                  (c) Spiral
图2　欠采样率为10%采样掩膜
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同欠采样率下均展现了卓越的重建性能 . 与 Recon⁃
Former 相比，WCCTNet 在欠采样率为 10% 的笛卡尔采

样模式、径向采样模式和螺旋采样模式下，平均 PSNR
值分别提升了 0.48、0.56和 0.37 dB，平均 SSIM值分别提

升了 0.003 9、0.013 6和 0.004 8. 在这些采样模式中，径

向采样模式下性能提升最显著，螺旋采样模式下性能

提升相对较小 . 在相同采样模式但不同欠采样率（欠采

样率分别为 10%和 30%）的笛卡尔采样模式下，WCCT⁃
Net同样展现出最优的性能 . 相较于ReconFormer，当欠

采样率为 30% 时，WCCTNet 的 PSNR 和 SSIM 分别提高

了0.54 dB和0.003 9.
图 3~图 6分别展示了不同重建算法在不同采样模

式下得到的 MR 图像重建结果的直观对比结果 . 为便

于对重建图像的细节进行比较分析，在每张图像中选

取一个区域进行放大展示，并提供相应的热力图以直

观反映重建图像与真实图像之间的误差差异 . 通过观

察图 3~图 6，可以发现WCCTNet和ReconFormer在整体

重建质量和边缘信息方面更具有优势 . 当欠采样率较

低时，即欠采样率为 10%时，SwinGAN的重建性能相对

较差，重建图像中存在大量伪影，无法准确捕捉图像的

细节信息 . 相比之下，SwinMR 和 KTMR 能够重建图像

的大部分信息，但仍有部分细节信息未能准确重建 . 而

ReconFormer 和 WCCTNet 在重建图像中包含了更多的

细节和边缘信息，重建结果更接近于真实图像 .
3. 2. 2　在 fastMRI数据集上的性能分析

为进一步验证算法的有效性，在 fastMRI数据集上

采用加速因子分别为 4和 8的笛卡尔采样模式进行MR
图像重建 . 由于 SwinGAN公开的代码中要求输入图像

空间分辨率为 256 ´ 256，而 fastMRI数据集中图像的空

间分辨率为 320 ´ 320，为公平起见，仅对WCCTNet算法

与 SwinMR［23］、KTMR［18］、ReconFormer［19］算法进行了比

较 . 表2给出几种算法在 fastMRI测试集中7 135张二维

切片的平均PSNR、SSIM和NRMSE值 . 从表 2的结果可

以看出，与CC数据集上的结果相似，WCCTNet和Recon⁃
Former的重建性能优于 SwinMR和KTMR方法 . 当加速

因子为 4时，WCCTNet的PSNR与ReconFormer持平，但

其 SSIM 略高于 ReconFormer. 值得注意的是，当加速因

子增加至 8时，WCCTNet方法展现出较大的性能提升，

其平均 PSNR值相较于ReconFormer、SwinMR、KTMR分

别提高了 0.25、2.38 和 3.28 dB，SSIM 值分别提高了

0.008 9、0.031 9和 0.052 3. 实验结果表明，在高加速因

子下，WCCTNet能实现显著的性能提升 .

表1　不同重建算法在CC测试集上的性能评价

重建方法

ZeroFilling
SwinMR[23]

KTMR[18]

SwinGAN[24]

ReconFormer[19]

WCCTNet
ZeroFilling
SwinMR[23]

KTMR[18]

SwinGAN[24]

ReconFormer[19]

WCCTNet
ZeroFilling
SwinMR[23]

KTMR[18]

SwinGAN[24]

ReconFormer[19]

WCCTNet
ZeroFilling
SwinMR[23]

KTMR[18]

SwinGAN[24]

ReconFormer[19]

WCCTNet

采样模式

Cartesian

Cartesian

Radial

Spiral

欠采样率

10%

30%

10%

10%

PSNR/dB
22.29
27.95
27.97
26.56
29.44
29.92

27.62
33.92
33.65
32.92
36.28
36.82

23.17
28.11
27.75
27.43
30.72
31.28

22.81
29.79
29.00
29.28
34.43
34.80

SSIM
0.623 1
0.821 6
0.819 8
0.783 1
0.858 2
0.870 1

0.805 0
0.932 2
0.929 6
0.920 5
0.955 1
0.959 0

0.529 4
0.810 1
0.800 4
0.793 9
0.873 9
0.887 5

0.578 5
0.853 2
0.832 4
0.843 3
0.928 8
0.933 6

NRMSE
0.077 3
0.040 3
0.040 2
0.047 4
0.034 0
0.032 2

0.041 9
0.020 3
0.021 0
0.022 8
0.015 5
0.014 6

0.069 8
0.039 6
0.041 3
0.042 9
0.029 4
0.027 6

0.072 8
0.032 7
0.035 8
0.034 6
0.019 2
0.018 3

LPIPS
0.367 8
0.143 3
0.149 6
0.157 5
0.133 8
0.113 3

0.214 3
0.056 8
0.067 8
0.087 8
0.059 0
0.052 1

0.393 0
0.139 6
0.149 7
0.154 2
0.117 4
0.127 7

0.374 1
0.112 1
0.125 7
0.134 2
0.084 2
0.083 3

FID
330.87

62.76
79.83

113.08
50.67
47.92

162.55
22.47
32.29
28.53
20.78
19.43

311.46
58.79
76.50
82.31
47.05
45.63

343.80
50.94
74.54
63.91
34.19
32.11
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      (a) ZeroFilling        (b) SwinMR           (c) KTMR          (d) SwinGAN     (e) Reconformer      (f) WCCTNet             (g) GT
图5　不同算法在欠采样率为10%的径向掩膜下的重建图像

      (a) ZeroFilling        (b) SwinMR            (c) KTMR          (d) SwinGAN       (e) Reconformer     (f) WCCTNet             (g) GT
图3　不同算法在欠采样率为10%的笛卡尔掩膜下的重建图像

      (a) ZeroFilling        (b) SwinMR           (c) KTMR          (d) SwinGAN     (e) Reconformer      (f) WCCTNet             (g) GT
图4　不同算法在欠采样率为30%的笛卡尔掩膜下的重建图像
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图 7 和图 8 分别展示了在 fastMRI 数据集上，不同

重建算法在加速因子为 4和 8的笛卡尔采样模式下，对

两个不同切片的重建效果，以及重建图像与真实图像之

间误差分布的热力图 . 为便于对图像细节信息进行比

较，在每个图像中选择一个区域并将其放大显示 . 可以

看出，与其他方法相比，WCCTNet在重建质量上表现更

佳，尤其在感知上显示出更好的伪影抑制能力，能够提

供更明显的组织对比度和更清晰的视觉效果 .
3. 2. 3　算法参数和运行时间分析

表 3列出了各对比算法的参数数量以及在CC测试

集上对 1 000张大小为 256 × 256的二维切片进行 GPU
重建所需的平均时间 . 从表 3 数据可以看出，Recon⁃
Former拥有最少的参数数量，但其重建时间相对较长 .
SwinGAN 具有最短的重建时间，但其模型参数数量显

著高于其他对比算法 . 相比之下，WCCTNet 在保持较

少参数的同时，显著提升了MR图像的重建效率 .

         (a) ZeroFilling  (b) SwinMR                (c) KTMR             (d) Reconformer         (e) WCCTNet             (f) GT/mask
图7　不同算法在加速因子为4的笛卡尔采样模式下的重建图像

      (a) ZeroFilling        (b) SwinMR           (c) KTMR          (d) SwinGAN     (e) Reconformer      (f) WCCTNet             (g) GT
图6　不同算法在欠采样率为10%的螺旋掩膜下的重建图像

表2　不同算法在 fastMRI数据集采用笛卡尔采样模式的重建结果

重建方法

ZeroFilling
SwinMR
KTMR

ReconFormer
WCCTNet
ZeroFilling

SwinMR
KTMR

ReconFormer
WCCTNet

加速因子

4

8

PSNR/dB
29.50
31.77
31.34
32.73
32.73
26.84
28.76
27.86
30.89
31.14

SSIM
0.654 9
0.720 4
0.715 9
0.738 3
0.740 9
0.550 5
0.637 8
0.626 3
0.669 7
0.678 6

NRMSE
0.052 7
0.034 9
0.038 7
0.031 0
0.030 8
0.088 9
0.058 7
0.069 1
0.042 9
0.040 4
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4　消融实验

为了深入探究影响 WCCTNet 网络性能的因素，通

过消融实验分析网络中不同模块的有效性及其对网络

性能的影响 . 主要包括：（1）CCTransBlock 由两个 CCF⁃
Block 构成；（2）CCTransBlock 由两个 CTransformer 模块

构成；（3）CCTransBlock 由四个 CTransformer 模块构成；

（4）移除 CCFBlock 模块中的频域分支；（5）用通道的拼

接运算代替 FusionBlock；（6）将所有复数卷积替换为实

数卷积，并保持浅层特征提取通道数不变；（7）将所有

复数卷积替换为实数卷积，并将浅层特征提取的通道

数翻倍 . 为便于描述，将修改对应模块后的网络分别命

名为 WC2Net、WCT2Net、WCT4Net、w/o FFT、w/o fuse、
WRRTNetB 和 WRRTNetL. 所有消融实验均在 CC 数据

集上进行，采用欠采样率为 10%的笛卡尔采样掩膜 . 不

同网络架构对应的重建结果如表 4所示 . 从表 4的实验

数据可以看出，复数卷积和CTransformer模块对WCCT⁃
Net 的重建性能有重要的影响 . 当完全移除 CTrans⁃
former 模块，仅使用卷积神经网络模块时，模型的参数

数量增加，性能有所下降，PSNR值下降了 0.46 dB；当每

个 CCTransBlock 模块中仅包含 2 个 CTransformer 模块

时，参数数量大约是WCCTNet的一半，推理时间略有增

加，性能显著下降，PSNR 值下降了 1.32 dB；当 CTrans⁃
former 模块数量增加至 4 时，参数数量与 WCCTNet 相
当，推理时间翻倍，PSNR值比WCCTNet下降了0.92 dB.
移除 CCFBlock 中的频域分支时，性能下降较为明显 .
去掉融合模块时，性能也有所降低 . 将复数卷积替换为

实数卷积时，性能下降最为显著 . 尽管将浅层特征提取

的通道数增加 1倍显著提升了模型性能，但其重建结果

仍不及WCCTNet. 消融实验证实，在小波域将复数卷积

和复数Transformer相结合的轻量级网络WCCTNet在降

低资源需求、提高速度的同时，具有较优的重建性能 .

表3　不同重建算法的参数数量和在GPU上的重建时间

重建方法

参数数量/M
重建时间/s

SwinMR
11.50
0.853

KTMR
11.60
0.067

SwinGAN
82.50
0.029

ReconFormer
1.14

0.198

WCCTNet
4.52

0.032

         (a) ZeroFilling  (b) SwinMR                (c) KTMR             (d) Reconformer         (e) WCCTNet             (f) GT/mask
图8　不同算法在加速因子为8的笛卡尔采样模式下的重建图像

表4　不同网络架构的重建性能比较

网络架构

WC2Net
WCT2Net
WCT4Net
w/o FFT
w/o fuse

WRRTNetB
WRRTNetL
WCCTNet

PSNR/dB
29.46
28.60
29.00
28.48
29.49
28.40
29.15
29.92

SSIM
0.856 9
0.837 9
0.848 3
0.833 8
0.858 6
0.830 2
0.848 7
0.870 1

LPIPS
0.127 2
0.129 9
0.126 7
0.129 4
0.122 5
0.146 6
0.131 8
0.113 3

FID
53.37
65.11
64.80
67.68
54.67
70.19
60.89
47.92

参数数量/M
7.094
2.974
4.562
3.505
5.237
2.262
8.949
4.515

重建时间/s
0.029 7
0.035 9
0.066 4
0.023 9
0.026 6
0.029 7
0.035 9
0.032 3
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5　结论

本文将自注意力机制从实数域扩展到复数域，提出

了一种新的模块，称为CTransformer. 基于CTransformer，
结合复数卷积神经网络构建了一种基于小波域的混合

轻量级网络WCCTNet，旨在实现复值MR图像的加速重

建 . WCCTNet采用了非对称的三级U型结构，每一级仅

包含 1 或 2 个自注意力模块，有效减轻了传统 Trans⁃
former 架构高资源需求的问题 . 在 Calgary-Campinas 数
据集和 fastMRI数据集上的实验结果表明，WCCTNet在
保持重建性能的同时降低了对资源的需求 . WCCTNet
模型结构简洁、运算速度较快，展现出在多种应用场景

中作为轻量级网络部署的潜力 .
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